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De ce halucineazi modelele lingvistice si de ce felul in

care le evaluam mentine problema

Falsurile rostite cu sigurantd, pe care le numim “halucinatii”, nu sunt o eroare misterioasd: unele
sunt un produs secundar statistic al antrendrii §i persistd pentru cd benchmarkurile dominante
recompenseazd o presupunere sigurd pe sine mai mult decdt un onest “nu stiu”. Un studiu de caz pe
patru modele frontier aratd cd precizarea regulilor de scor in prompt (“rubrici deschise”) inverseazd
acest stimulent.
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De ce modelele ghicesc §i de ce le-am invﬁgat noi sa faca asta

Intreabd un model lingvistic de mari dimensiuni care este ziua de nastere a unei persoane necunos-
cute si s-ar putea sa raspunda ,,7 martie” cu siguranta calma a cuiva care citeste de pe o fisa — si sa
greseasca, de trei ori la rand, cu trei date diferite. Autorii dau exact acest tip de exemplu: modele
de varf primesc o intrebare factuala simpla — ziua de nastere a unei persoane sau semnificatia unui
acronim obscur — si fiecare inventeaza cu incredere un raspuns diferit, niciunul corect. Cuvantul
industriei pentru asta este halucinatie, ceea ce face fenomenul sa sune ca o defectiune de perceptie.
Prima miscare a lucrarii este sa-i ia misterul.

Sd incepem cu felul in care este construit un model. In prima si cea mai mare etapa de antrenare, el
invata, in esenta, cum arata limbajul fluent citind o cantitate enorma de text. Acum ia un fapt care
nu are un tipar in spate — ziua de nastere a unei persoane anume. Dacad data respectiva a aparut
o singura data in textul de antrenare, sau nu a aparut deloc, nu exista nimic de care un sistem care
invata tipare sa se poata agata: din punctul de vedere al modelului, raspunsul este arbitrar. Autorii fac
aceasta idee precisa imprumutand un argument vechi (al lui Alan Turing, dintr-o problema diferita):
daca una din cinci zile de nastere apare o singura data in date, ar trebui sd ne asteptdm ca un model
sa greseasca cel putin una din cinci — nu pentru ca este stricat, ci pentru ca nu era nimic acolo de
invatat. (Dupa aceeasi logica, modelele aproape nu gresesc niciodata capitala unei tari: acelea apar
continuu.) Autorii sustin, cu grija, ca a deosebi o afirmatie adevarata de una falsa dar plauzibila este
deja o problema dificild, iar a produce numai afirmatii adevarate este cel putin la fel de dificil. Exista
un prag minim de eroare construit In sistem.

Ideea de dedesubt: cum numeri ce nu ai vazut inca

Aici sta o idee cu adevarat inteligenta — mai veche decat modelele lingvistice, si merita
intalnita cum trebuie.

incepe cu un sac de bile colorate. Nu stii cate culori contine. Scoti 100, una cte una, si le
numeri: rosii 40, albastre 25, verzi 15, galbene 5, mov 3, portocalii 2 — si apoi zece culori
diferite care apar exact o data fiecare.

Acum intrebarea pe care Turing chiar a avut-o in fata, intr-o problema cu totul diferita:
care este sansa ca urmdtoarea bild sd fie de o culoare pe care nu ai vdzut-o deloc? Nu poti
numara ce nu ai extras niciodata — dar poti numara culorile pe care le-ai vazut exact o
data, ,singletonurile”. Trucul, numit estimarea Good-Turing, este cd ponderea extragerilor
tale care sunt singletonuri estimeaza probabilitatea inca ascunsa in culorile pe care nu le-ai
vazut. Zece dintre cele o suta de extrageri au fost culori aparute o singura data, deci sansa ca
urmatoarea bila sa fie o culoare complet noua este cam 10 / 100 = 10%.

Acele culorivazute o singura data nu sunt greseli. Sunt o masura a propriei tale ignorante: multe
culori care apar o data sunt felul in care esantionul iti spune ca lumea contine mai mult decat
ai extras pana acum.

Acum inlocuieste culorile cu zile de nastere, iar sacul cu textul de antrenare al modelului. Sa
presupunem cd, dintre zilele de nastere pe care le-a vazut, una din cinci apare exact o data.
Acelasi truc: cam o cincime din probabilitate se afla in zile de nastere pe care modelul, practic,
nu le-a vazut — iar o zi de nastere nu are un tipar pe care sa te bazezi (nu poti calcula ziua


https://en.wikipedia.org/wiki/Large_language_model

THE CLEAN PAPER inteligenta artificiala

de nastere a cuiva). Asa ca o data vazuta o singura data, sau niciodata, este o moneda pe care
modelul nu o poate cantari, si va gresi in aproximativ unul din cinci cazuri. Nicio ingeniozitate
nu repara asta: nu era nimic de invatat.

Acesta este intregul argument in miniatura: rata singletonurilor masoara cat din lume este
neinvatabil din aceste date, iar asta devine un prag sub erori. Este si motivul pentru care
un model aproape nu rateazad niciodatd un oras-capitala — Paris apare constant, rata lui de
singletonuri este aproape zero, deci exista destul de mult de invatat.

Asta explica de unde vin halucinatiile. Nu explica de ce supravietuiesc — de ce modelele, dupa tot
antrenamentul ulterior menit sa le faca utile si oneste, continua sa blufeze in loc sd admita indoiala.
Aici analogia lucrarii este aproape incomod de potrivitd. Imagineaza-ti un student la examen care
nu stie raspunsul. Daca o foaie lasata goala primeste zero, iar o presupunere ar putea primi unu,
miscarea care maximizeaza nota este sa ghiceasca — cu incredere, specific, niciodata ,,nu sunt sigur”.
Studentii Invata asta. Se pare ca si modelele o Invata — pentru ca le notam la fel. Autorii au analizat
testele de referinta pe care domeniul chiar concureaza si clasamentele pe care modelele sunt opti-
mizate sa le urce. Aproape toate acorda unui ,nu stiu” exact acelasi scor ca unui raspuns gresit: zero.
Sub aceasta reguld, un model care ghiceste mereu va bate un model altfel identic care isi marcheaza
onest incertitudinea. Intr-un sens destul de literal, le antrendm prin scor si faca asta.

Doud moduri de a nota un rdspuns

ce recompenseaza fiecare reguld de scorare

Rubrica inchisa Rubrica deschisa

cum noteaza azi majoritatea scorarea declarata in intrebare

benchmarkurilor

Corect +1 Corect +1

Gresit 0 Gresit n

,Nu stiu” 0 ,Nu stiu” 0
Gresit si ,nu stiu” primesc 0: Un raspuns gresit costd acum mai mult

ghicitul poate doar ajuta. decéat un ,nu stiu” onest.

Testele de referinta pot face ghicitul rational. in sistemul de punctaj folosit de majoritatea acestor teste (stanga),
un raspuns gresit si un ,nu stiu” onest primesc ambele zero — deci o presupunere poate doar ajuta. Daca
regulile sunt declarate in intrebare, cu penalizare pentru greseala (dreapta), abtinerea cand modelul nu este
sigur poate deveni miscarea mai buna. Asta schimba ce recompenseaza testul; nu rezolva, de una singura,
halucinatia.
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Aceasta este partea care merita pastrata, pentru ca merge impotriva titlului obisnuit. Halucinatia
este adesea vanduta ca o limita inevitabila, aproape mistica, a tehnologiei. Lucrarea contesta ambele
idei. Pragul din preantrenare nu este un mister — este eroare statistica obisnuita, de tipul pe care
invatarea automatd il studiaza de decenii. Iar persistenta nu este inevitabila — este, In parte, un
stimulent pe care l-am construit si pe care l-am putea schimba. Un sistem care ar refuza pur si simplu
sa raspunda cand nu este sigur nu ar halucina deloc; motivul pentru care modelele folosite in practica
nu se comporta asa este ca sistemele noastre de evaluare pedepsesc refuzul.

Ce au ficut autorii

Lucrarea are trei parti. Prima, un argument matematic ca o anumita cantitate de halucinatie este
fortata statistic in timpul preantrenarii, aratand ca ,,a genera numai text valid” este cel putin la fel
de dificil ca o problema binara de clasificare ,este aceasta afirmatie valida?”. A doua, un argument
— sustinut de o analiza a zece teste de referinta influente — ca metricile principale de tip acuratete
recompenseaza ghicitul in locul abtinerii. A treia, o solutie propusa si un studiu de caz care o testeaza:
evaludri cu rubrica deschisa, in care scorarea este declarata chiar in intrebare (de exemplu, ,,un
raspuns corect primeste 1, unul gresit —1, deci abtine-te daca esti sigur sub 50%”), astfel incat mod-
elul sa poata vedea cand onestitatea este recompensata. Ei incearca asta pe patru modele de fron-
tiera — Gemini 3 Pro de la Google, GPT-5 de la OpenAl, Grok 4 de la xAI si Claude Opus 4.5 de la
Anthropic — folosind cele 4.326 de intrebari factuale din SimpleQA. Sunt expliciti ca studiul de caz
este ilustrativ, ,nu o evaluare controlata intre modele” (setari implicite, fara ajustare suplimentara,
fara normalizarea costurilor).

Ce au gasit

Preantrenarea impune o parte din eroare. Rata cu care un model emite falsuri increzatoare este
limitata inferior de aproximativ dublul ratei de eroare a celui mai bun clasificator ,este aceasta
afirmatie valida?” construit din el. Pentru fapte fara tipar invatabil, acel prag este cel putin rata
singletonurilor — fractiunea de fapte care apar exact o data in antrenare. O anumita halucinatie
este inevitabila chiar si cu date perfect curate.

Scorarea recompenseaza concret ghicitul. Sub scorarea obisnuitd corect/gresit, a nu te abtine
niciodatd este strategia optimad, iar analiza autorilor gaseste cd marea majoritate a testelor de
referinta populare noteaza ,nu stiu” pur si simplu ca gresit. Un exemplu viu din propriile lor
rezultate: pe testul SimpleQA, acuratetea bruta il favorizeazd usor pe 04-mini de la OpenAI — care
raspunde aproape la orice si greseste mai mult de trei sferturi din timp — fata de GPT-5-mini, care
face mult mai putine greseli pentru ca se abtine cand nu este sigur. Modelul mai imprudent arata
mai bine in clasament.

Rubricile deschise inverseaza stimulentul (in studiul lor de caz). Ei testeaza o mitigare simpla a
halucinatiei (modelul raspunde de doua ori si se abtine daca cele doud raspunsuri nu coincid). Sub
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acuratetea standard, mitigarea reduce erorile dar reduce si acuratetea — deci metrica descurajeaza
adoptarea ei. Sub rubrici deschise, aceeasi mitigare iese mai bine pentru toate cele patru modele
intr-un interval de penalizari; iar GPT-5-mini — pe care acuratetea bruta il penalizase pentru ca
se abtinea cand era nesigur — il depaseste pe o4-mini odata ce scorarea este declarata deschis (n
= 4.326 intrebari per model).

Ce inseamna probabil

Reducerea halucinatiei nu tine in primul rand de inventarea mai multor teste specifice pentru halu-
cinatie. Tine de schimbarea modului in care testele de referinta principale evalueaza incertitudinea,
astfel incat a admite ,nu stiu” sd nu mai fie pedepsit. Pana cand se schimba modul de evaluare,
reducerea halucinatiei va continua sa coste puncte de acuratete si va continua sa fie descurajata — de
aceea autorii descriu problema ca ,socio-tehnica”: pe de o parte metrica mai buna, pe de alta parte
adoptarea ei de catre clasamentele influente.

Ce nu demonstreaza

Nu arata cd rubricile deschise repara halucinatia in lumea reald. Experimentul de sprijin este un
studiu de caz mic si deliberat necontrolat — patru modele la setari implicite, o mitigare aleasa,
un singur test de Intrebari factuale — menit sa demonstreze inversarea stimulentului, nu sa claseze
modelele sau sa dovedeasca eficacitate generala.

Nu sustine ca scorarea este singura cauza. Erorile din datele de antrenare, problemele cu adevarat
dificile si prompturile neobisnuite raman surse separate.

Nu sustine linia populara cad halucinatiile sunt inevitabile. Autorii argumenteaza invers: un sis-
tem care ar raspunde numai la intrebari verificabile si altfel ar spune ,nu stiu” nu ar halucina
niciodata.

Nu face sa dispara pragul din pretraining — 1l explica si 1l margineste, iar limita priveste erori
factuale increzatoare, nu tot comportamentul modelului.

Nu arata ca rubricile deschise sunt suficiente de unele singure. Ele schimba ce recompenseaza o
evaluare; nu inlocuiesc retrievalul, folosirea de instrumente sau modele mai bine calibrate.

Cat de solide sunt dovezile?

Nucleul este matematic — limite inferioare formale, nu masuratori. Ca argument teoretic, sta in
picioare in propriii termeni.

Se bazeaza pe modele deliberat simplificate ale problemei; autorii insisi semnaleaza ,falsa tri-
hotomie” de a trata fiecare raspuns ca fiind corect, incorect sau ,nu stiu”, si cadrul idealizat al
»faptelor arbitrare” folosit pentru limita cea mai simpla.

Analiza testelor de referintd acopera un esantion mic si selectat — zece evaluari influente, nu un
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audit exhaustiv.

Studiul de caz este real dar limitat: patru modele de frontierd, o singura mitigare, numai Sim-
pleQA, setari implicite, explicit ,,nu o evaluare controlata”. Este o proba de concept pentru argu-
mentul stimulentelor, nu un rezultat de clasament.

Merita numit punctul de vedere: trei dintre cei patru autori sunt sau au fost angajati ai OpenAl,
iar lucrarea argumenteaza ca domeniul ar trebui sa schimbe felul in care evalueaza modelele.
Este o pozitie bine argumentata din partea unei parti interesate, nu o revizie neutra din exterior
— de cantarit, nu de respins. (In favoarea ei, lucrarea isi indreapta critica spre propriile modele,
04-mini si GPT-5-mini, la fel de direct ca spre altele.)

De ce conteaza

Reformuleaza o problema foarte incarcata de hype. ,Halucinatia” tinde sa fie vainduta fie ca un defect
straniu, fie ca un zid de netrecut; aceasta lucrare o face obisnuita si partial auto-produsa — un prag
statistic pe care il putem intelege, asezat peste un stimulent pe care l-am ales. Lectia mai larga este
mai linistita si mai utila: progresul in fiabilitate poate depinde la fel de mult de ce mdsurdm ca de ce
construim.

Pe scurt

Raspunsurile false si increzatoare ale modelelor lingvistice vin din doua surse. Prima este statistica:
atunci cand un fapt nu are niciun tipar de invatat, un model antrenat sd imite limbajul va gresi uneori,
iar acel prag poate fi estimat (de exemplu, din cate fapte apar o singura data in antrenare). A doua este
stimulentul: aproape fiecare test de referinta dupa care sunt clasate modelele noteaza ,nu stiu” la fel
ca un raspuns gresit, asa ca ghicitul castiga mereu — pana la punctul in care un model care greseste
trei sferturi din timp poate depdsi unul mai onest care se abtine. Propunerea autorilor nu este inca
un test de halucinatie, ci ,,rubrici deschise”: declararea scorarii in intrebare. Intr-un studiu de caz pe
patru modele de frontiera, asta inverseaza stimulentul, astfel incat o metoda care reduce halucinatia
este recompensata in loc sa fie penalizata. Este o lucrare teoretica plus analiza a testelor de referinta
plus un experiment mic, explicit necontrolat, evaluata de specialisti si publicata in Nature; solutia
este promitatoare, dar nu este inca demonstrata larg si la scara, iar halucinatiile sunt prezentate ca
nefiind nici misterioase, nici strict inevitabile.

Verificare fara exagerﬁri

Ce arata lucrarea: o limita inferioara matematica sub care o parte din halucinatie este fortatd in
timpul preantrenarii (cel putin ,rata singletonurilor” pentru fapte fara tipar); o analiza care gaseste
ca majoritatea testelor de referinta de varf nu dau credit pentru ,,nu stiu”; si un studiu de caz pe patru
modele in care declararea regulilor de punctaj in prompt (,,rubrici deschise”) face sa castige o metoda
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de reducere a halucinatiei, acolo unde acuratetea simpla o penalizase.

Ce este plauzibil dar nu demonstrat: ca rubricile deschise, integrate in testele de referinta principale,
ar reduce semnificativ halucinatia in modelele folosite in practica. Experimentul de sprijin este mic
si explicit necontrolat.

Ce nu arata: ca halucinatiile sunt inevitabile (argumenteaza invers); ca scorarea este singura cauza;
ca halucinatia poate fi eliminata complet; ca studiul de caz claseaza cele patru modele intre ele.

Limitari principale: un model deliberat simplificat corect/incorect/,nu stiu” (autorii il numesc o
»falsa trihotomie”); o analiza mica si selectata a testelor de referinta (zece evaludri); un studiu de caz
necontrolat (patru modele, o mitigare, un test, setari implicite); si un argument condus de OpenAlI
despre cum ar trebui domeniul sa evalueze modelele.

Cataincredere ar trebui si aiba un cititor general? Mare ca halucinatia nu este nici misterioasa, nici
strict inevitabild, si ca testele de referinta folosite pe scara larga recompenseaza in prezent ghicitul.
Moderata ca solutia propusa ajutd — are acum o proba de concept reald, dar nu inca o demonstratie
ca functioneaza larg si la scara.
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